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No Brasil, a principal causa de 6bitos ¢ em decorréncia das doengas associadas ao
aparelho circulatorio, entre elas a sindrome coronariana aguda. Assim, desenvolver
ferramentas cognitivas que contribuam para a reducao das mortes devido a esta doenca
torna-se relevante para os individuos e para o Sistema de Satde Publica do pais.

Este estudo desenvolveu uma maquina de aprendizado capaz de classificar o risco
de morte de pacientes internados com sindrome coronariana aguda em alto e baixo, a
partir da construcdo de critérios de sele¢do das varidveis de entrada mais importantes
para se inferir o desfecho e da elaboracdo de um modelo matematico baseado no
classificador Support Vector Machines.

Os resultados computacionais indicam a prevaléncia das varidveis de entrada
idade, creatinina, qualquer revascularizagdo prévia e hipertensao arterial sistémica como
as mais relevantes para a predicdo do desfecho, e permitem a obtencdo de

classificadores com acuréacia maior que 90%.
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APPLICATION OF “SUPPORT VECTOR MACHINES” TO CLASSIFICATION OF
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In Brazil, the leading cause of death is due to diseases of the circulatory system,
including acute coronary syndrome. Thus, to develop cognitive tools that help to
minimize the deaths from this disease is important for individuals and for the public
health system in the country.

This study developed a machine learning capable to classify the risk of death of
hospitalized patients with acute coronary syndrome at high and low, from the
construction of the criteria for selection of the most important input variables to infer
the outcome and the development of a mathematical model based on Support Vector
Machines classifier.

The computational results indicate the prevalence of input variables age,
creatinine, any prior revascularization and hypertension as the most relevant for the
prediction of the outcome, and allow to obtain classifiers with accuracy greater than

90%.
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1 INTRODUCAO

A questdo da possibilidade de se produzir sistemas capazes de aprender a partir de
um banco de dados iniciais tem sido objeto de intensas investigacdes e debates
filosoficos e técnicos.

Do ponto de vista filosofico, o problema ¢ conhecido sob o rétulo de “inferéncia
indutiva”, sendo constatado um ponto de inflexdo na sua abordagem a partir da obra
POPPER (2007). Nela, refuta-se a existéncia da inducdo pura, ou seja, da indugdo que
ocorre no vazio. Para o autor, o insight indutivo s6 ¢ possivel a partir de um
conhecimento prévio e/ou um acumulo de experiéncias fenoménicas.

Do lado quantitativo, uma excelente sintese historica pode ser encontrada em
CRISTIANINI, SHAWE-TAYLOR (2006). Segundo estes autores, as primeiras
abordagens associadas a questdo do aprendizado podem ser referenciadas a regressao
dos minimos quadrados, proposta por Gauss. Contudo, foram as abordagens de
classificagdo, sugeridas por Fisher nos anos 30, que propiciaram o embasamento
cognitivo inicial para o desenvolvimento da maioria das andlises e métodos que hoje
existem nesta subarea do conhecimento humano. De acordo com eles, a representagdo
mental, consubstanciada em um sistema capaz de aprender, so floresceu, em 1950, com
Alan Turing. Desta forma, a partir da segunda metade do século passado, com o advento
dos computadores digitais e do avango da micro-eletronica, associada a mecanica e a
robdtica, o debate técnico, tanto tedrico quanto aplicado, em torno dessa problematica
ganhou enorme impeto e valorosos resultados foram alcangados.

Nos anos 90, um novo sistema de aprendizado foi proposto por Vapnik e co-
autores (BOSER et al., 1992, VAPNIK, 1995, CORTES, VAPNIK, 1995), o Support
Vector Machines (SVM), mesclando teoria da dualidade, proje¢do em espagos de
dimensdo superior, teoria do aprendizado, otimizacdo, algoritmos e estrutura de dados.
Existem hoje métodos de programagao matematica que viabilizam a resolugdo eficiente
de instancias com até 110.000 dados de treinamento (OSUNA et al., 1997).

Segundo BURGES (1998) e CRISTIANINI, SHAWE-TAYLOR (2006), o SVM
tem se mostrado como uma técnica classificatoria de elevado poder distintivo, de custo
computacional relativamente baixo e de facil implementacdo se comparada a outros

recursos tedricos existentes, como, por exemplo, as redes neurais artificiais (RNA).



O treinamento do SVM consiste na selegdo de um hiperplano que minimize o
risco estrutural, a partir da resolu¢do de um problema convexo quadratico (PCQ). Esta
técnica de aprendizado quando associada a funcdo nilicleo permite a construcdo de
classificadores nao-lineares, através do mapeamento dos dados iniciais num espago de
dimensdo superior ao original. Estas caracteristicas garantem ao SVM uma boa
generalizacdo, ou seja, uma boa capacidade de predizer corretamente dados ndo
relacionados na amostra de treinamento.

Os recentes avangos vivenciados com o SVM, no campo estatistico do
aprendizado, agregado aos necessarios desenvolvimentos na area da programagdo
matematica, descortina um amplo horizonte de aplicagdes praticas que inclui, por
exemplo, modelos para classificacdo financeira de carteiras de investimentos, pesquisas
genéticas, sistemas de combates, modelagem de reacdes quimicas complexas,
categorizacdo de textos, estimacdo de regressdes, reconhecimento de padrdes em
imagens e estudos na area médica.

A relevancia desta pesquisa se faz notar quando se constata que a principal causa
de mortes no Brasil ¢ devido as doencas do aparelho circulatorio. As Doengas
Isquémicas do Coragdo (DIC) e as Doengas Cerebrovasculares (DCBV) sdo as
principais causas de morte entre as Doencas do Aparelho Circulatorio. Em 2004, as DIC
causaram 86.791 obitos no Brasil, 46.326 (53,4%) deles ocorreram na regido Sudeste.
Nessa regido os estados com maior mortalidade por DIC foram Sdo Paulo com 26.235
obitos (56,6%) e Rio de Janeiro com 10.718 dbitos (23,1%). No estado do Rio de
Janeiro, os municipios com maior nimero de obitos por DIC em 2004 foram: 1°) Rio de
Janeiro (5.175), 2°) Nova Iguacu (491), 3°) Niterdi (469) e 4°) Sao Gongalo (449). No
municipio de Niterdi, segundo dados da Fundacdo Municipal de Saude, as doengas do
aparelho circulatorio foram a principal causa de internacdo nos ultimos 10 anos, assim
como a principal causa de morte de 2003 a 2005 (REIS, 2007).

Dentre as doencas isquémicas do coracdo, destacam-se as Sindromes
Coronarianas Agudas (SCA), cuja, a mortalidade ainda ¢ elevada, apesar dos recentes
avancgos terapéuticos, atingindo pessoas em idade produtiva, com graves conseqiiéncias
psicossociais € econdmicas (REIS, 2007). A SCA inclui o infarto agudo do miocérdio
(IAM), com e sem supradesnivel do ST, e a angina instavel. Esta doenca se caracteriza

pela “oclusdo total ou parcial da artéria coronariana, acarretando na isquemia e/ou



necrose da area do miocardio irrigada por aquela artéria” (REIS, 2007), a partir da
“ruptura de uma placa coronariana instavel” (REIS, 2007).

Com os avancos das pesquisas na darea da genética, foram descobertos
polimorfismos em varios genes responsaveis pela codificagdo de proteinas importantes
na fisiologia cardiovascular, os quais tém sido apontados na literatura como possiveis
marcadores de risco para a ocorréncia de doenga isquémica do coracdo ou para uma
maior mortalidade nestes pacientes ja acometidos pela doenca. Entre os inumeros
polimorfismos estudados em todo o mundo, em relagdo as doencgas cardiovasculares,
foram analisados na tese de doutorado de REIS (2007) pela UFRIJ, os polimorfismos DI
do gene da enzima conversora da angiotensina, M235T do gene do angiotensinogénio e
E2/E3/E4 do gene da apolipoproteina E. Os pacientes avaliados no presente trabalho sao
oriundos do banco de dados desta tese e as varidveis referentes a estes genodtipos foram
incluidas entre as variaveis de entrada, juntamente com as demais varidveis clinicas e
laboratoriais.

Assim, o objeto de estudo desta dissertacdo ¢ o SVM aplicado a classificagao do

risco de morte de pacientes internados com sindrome coronariana aguda (SCA).

1.1 METODOLOGIA

A fim de obter um razoavel rigor tedrico-cientifico, a dissertacdo esta alicercada
na teoria de aprendizado, a partir da interagdo de métodos indutivos e dedutivos. A
inducdo se descortina ao objetivarmos predizer o risco de morte por sindrome
coronariana aguda usando a ferramenta abstrata SVM. Por outro lado, a aproximagdo ao
fenomeno médico em estudo nos levou a interessantes e relevantes resultados no campo
teorico amplo dos métodos quantitativos, caracterizando o aspecto dedutivo
mencionado.

O banco de dados utilizado nesta dissertacdo ¢ o mesmo que foi empregado na
tese de doutorado de REIS (2007). Estes dados foram coletados sob a coordenacao desta
autora e a partir de um estudo de coorte prospectivo com pacientes internados com SCA
no municipio de Niteroi, RJ. A coleta das informacdes foi feita no periodo entre
julho/agosto de 2004 e junho/julho de 2005, a partir de pacientes internados em cinco

hospitais, trés publicos e dois privados, que tivessem idade superior a 20 anos e ndo



apresentassem sinais de doencas neoplasicas em fase terminal, politraumatismos e
deméncia.

Este trabalho foi desenvolvido dentro do programa de pds-graduagdo em
Engenharia de Produ¢do da COPPE, sob um enfoque multidisciplinar, com
colaboragdes do curso de doutorado em Clinica Médica — Area de Pesquisa Clinica da
UFRJ e da Pés-Graduagdo em Ciéncias Cardiovasculares da Universidade Federal

Fluminense (UFF).

1.2 OBJETIVOS

Os objetivos e os resultados esperados com a realizacdo desta dissertagdo sdo os

seguintes:

1. construir uma ferramenta computacional capaz de classificar o risco de morte,
em alto ou baixo, de pacientes internados com SCA, empregando o SVM, a
partir de variaveis clinicas, laboratoriais, genéticas e sociais do paciente;

ii. avaliar se fatores genéticos, particularmente os polimorfismos da enzima
conversora da angiotensina (ECA), do angiotensinogénio (AGT) e da
apolipoproteina E (Apo E), em conjunto com outras varidveis disponiveis no
banco de dados, constituem fatores determinantes para a classificagao do risco
de morte de pacientes internados com SCA;

iii. desenvolver um algoritmo que permita a sele¢ao das varidveis mais relevantes
a serem utilizadas no SVM, de forma a reduzir o custo computacional e a
produzir resultados consistentes e classificadores eficazes;

iv. selecionar uma fungdo nucleo que quando associada ao classificador SVM
minimize as taxas de erro; e

v. comparar as conclusdes obtidas com os resultados atingidos a partir da

aplicagdo de RNA em REIS (2007).

1.3 ESTRUTURA TEXTUAL

O texto a seguir esta dividido em sete capitulos, que podem ser agrupados em trés

blocos. No primeiro bloco (capitulos 2, 3, e 4), sdo desenvolvidos os conceitos
4



necessarios a fundamentagdo matematica e estatistica do SVM. Assim, nos capitulos 2,
3 e 4 s3o analisadas, respectivamente, a técnica de nuclearizacdo, a teoria de
generalizacdo e a metodologia lagrangeana para resolugdo de problemas quadraticos.
No segundo bloco (capitulo 5), sdo discutidas algumas formulagdes matematicas do
SVM e sua implementagdo computacional. No ultimo bloco (capitulos 6, 7 e 8), o
capitulo 6 ¢ dedicado a apresentagdo das varidveis disponiveis no banco de dados e dos
métodos de selecdo de varidveis empregados. No capitulo seguinte, sdo sintetizados e
discutidos os resultados computacionais alcancados. No ultimo capitulo, é feito um

breve resumo do trabalho e das conclusdes obtidas.



2 NUCLEO

O nticleo permite um mapeamento implicito de uma variavel x=(xi,...,X,) € R" em
um espaco Hilbert H de dimensdo superior. O espago Hilbert ¢ qualquer espago linear,
que atenda as seguintes condigdes:

1. tem que possuir produto interno definido; e

2. deve ser completo em relagdo a sua norma, ou seja, toda seqiiéncia de Cauchy

em H tem que convergi para um ponto pertencente ao proprio H.

Quando se considera espagos Hilbert de dimensdo infinita, varias coisas
interessantes e inopinadas podem ocorrer, inclusive algumas indesejdveis
(SCHOLKOPF, SMOLA, 2002). Para evitar estas tltimas, varios autores exigem ainda
que o espacgo Hilbert seja separavel (BURGES, 1998), isto €, que exista um subconjunto
contavel S C H tal que S seja denso. Um subconjunto S ¢ denso quando cada elemento
de H ¢ o limite de uma seqiiéncia em S. Em sintese, o espago Hilbert H pode ser
pensado como uma generalizacdo do espago euclidiano, pois pode ser usado qualquer
produto interno e ndo apenas o escalar (SCHOLKOPF e SMOLA, 2002).

Assim, podemos definir dois tipos de espago Hilbert de especial interesse para
este trabalho. O espaco Hilbert l(1t) € conjunto de pontos de dimensdo infinita
X=(X1,...,Xn,...) tal que sua norma euclidiana seja mensuravel (Z; x;> < ) e o produto
interno entre x ¢ y seja definido por <x,y> = %; wixy'y; < . Por outro lado, o espago
Hilbert L, (X) é o conjunto das fungdes continuas f,g: X C R" — R para as quais ||[f]| =
[x F(x)dx < oo, [|g]| =[x g*(x)dx <o e <f,g> = ]x f(x)g(x)dx.

O ntcleo pode ser definido como sendo uma funcdo K: XxX — R, tal que para
x,z € X C R", K(x,2) = <®(x),®P(z)>, onde ®: X — F é 0o mapeamento de X em um
espago Hilbert, chamado no contexto do processo de nuclearizagdo do aprendizado
como espago caracteristico F.

Assim, fungdes da forma f(x) = S’ (pi<®D(x),D(x)>) + b (I podendo ser infinito
podem ser descritas por f(x) = Zi-,' piK(x;,x) + b. Isto permite evitar a “maldicdo da
dimensionalidade” no calculo de f, porque este calculo ndo exige que se conheca o
mapeamento @ propriamente dito. Vejamos um exemplo de mapeamento de R? em R’
Sejam x = (X1,X2), Y = (Y1,Y2) € Rlez= (21,22,23), W = (W1,W2,w3) € R, tal que z = O(x)

= (x1% 2" %1%, X27) e w = D(y) = (y17, 2"%y1'y2, y22). Desta forma,



<W,z> = X2y 1” + 2K Koy Y + XaTyst = (Xryn F Xorya)” = (<x,y>) = K(x,y).

Ou seja, se f(x) = Y’ 5-<z,z> + 3, onde x' = (i,i+1) e x = (1,1), ndo precisariamos
calcular explicitamente os valores de z' ¢ z para depois obtermos o valor de f(x).
Poderiamos simplesmente utilizar a fun¢ao nucleo obtida:

f(x) =3’ 5<2,2> +3 =3 KX ,X) + 3=3° 5[(1'1 +2:1)* + (21 + 3-1)* +
(3-1+4-1)"]+3=418.

Este mapeamento implicito efetuado pelo nicleo ¢ extremamente importante, pois
permite reduzir o custo computacional, tornando os problemas tratdveis, mesmo quando
se trabalha em espago de dimensdes eclevadas. Para se ter idéia da simplificagdo
conseguida com o uso do ntucleo, basta observar que, para nucleos polinomiais, o espago
caracteristico F teria dimensao (r+n-1)! / [(r-1)!'n!], onde n ¢ a dimensdo da variavel de
entrada x. Este fato tornaria o célculo de f rapidamente intratavel. Por exemplo, para n =
30 e r =5, temos que trabalhar num espaco caracteristico de 46.376 dimensdes.

Um fato importante a ser destacado ¢ que para um dado nucleo K o mapeamento
@ ndo ¢ unico (BURGES, 1998). Pode-se obter outros mapeamentos mantendo-se ou
ndo a dimensdo do espaco caracteristico F. Desta forma, no exemplo numérico
apresentado anteriormente, poderiamos ter:

®: R? — R’ ©(x) = 2"((x1- x2)%, 27x17%2, (x1 + %2)7); ou

®: R> — R4; D(x) = (X12, X1'X2, X1°X2, X22).

Nos dois casos, o nucleo K continuaria igual a K(x,y) = (<x,y>)’. Todavia, ressaltamos
mais uma vez que quando se trabalha com processos de nuclearizacdo aplicados ao
calculo de fungdes ndo precisamos determinar este mapeamento, pois 0 mesmo ja esta
embutido no préprio nicleo.

Agora, temos que caracterizar quando uma fun¢do f(x,y) ¢ um nucleo K(x,y). O
teorema de Mercer (CRISTIANINI, SHAWE-TAYLOR, 2006, SCHOLKOPF,
SMOLA, 2002) nos fornece esta definigao.

Teorema de Mercer

Seja X C RN um conjunto compacto. Suponha que K seja uma fungdo simétrica
continua tal que [xxx f(x)-f(y)-dx-dy > 0, para todo f € Ly(X). Entio pode-se expandir
K(x,y) em uma série uniformemente convergente em XxX

K(x,y) = Zi-1” A D; (x) D; (%),
onde ®; sdo as auto-fungdes do operador (Tif)(*) = [x K(-.x)-f(x)-dx, tal que [|®i|| =1 e &

sdo os auto-valores ndo-negativos associados. =
7



A condi¢ao de Mercer no caso finito corresponde a afirmar que K(x,y) ¢ um
nicleo se e somente se a matriz K=(K(xi,y;j))"ij=1 for positiva semi-definida.

A proposicdo a seguir (CRISTIANINI, SHAWE-TAYLOR, 2006) permite a
obtencao de nicleos complexos a partir de algumas operagdes simples.

Proposicao 1

Sejam K; e K niicleos em XxX, X C R", K3 um ntcleo em R™xR", a e R", f: X —
R, ®: X — R™, M uma matriz semi-definida positiva nxn e p(x) um polindmio em X
com coeficientes positivos. Entdo podemos afirmar que as seguintes operagdes resultam
em funcdes nucleos K:

L Kxy)=Kixy) + Ka(x,y)

i, K(xy) = Ki(x,y)Ka(x,y)

. K(x,y) = f(x)-f(y)

iv. K(xy) = Ky(®(x),D(y))

v. K(xy)=xMy

vi. K(x,y) = p(Ki(x,y))

vil. K(x,y) = exp(Ki(x,y)) =

Desta forma, consegue-se construir facilmente os nicleos usualmente encontrados
em aplicacdes de SVM:

i. nucleo linear: K(x,y) = <x,y>

ii. nucleo polinomial: K(x,y) = (escala-<x,y> + coef)*™

iii. nicleo tangente hiperbodlica: K(x,y) = tanh(escala-<x,y> + coef)

iv. nucleo fungao base radial (FBR) de Laplace: K(x,y) = exp(-c|[x — y||)

v. nucleo fungio base radial (FBR) de Gauss: K(x,y) = exp(-o*||x — y|*)

-n(v+1)

vi. ntcleo de Bessel do 1° tipo: K(x,y) = Bessel"q+1)(c°|[x — y|)/(||x-yl[)
vii. nticleo fungdo Anova: K(x,y) = (Xj-1"exp(-o-||x; — yil?)E™"

Nos nucleos apresentados, os termos “escala”, “coef”, “grau”, 6, n e v sao
hiperpardmetros que devem ser ajustados durante o treinamento do classificador por
meio de técnicas estatisticas, como, por exemplo, validagdo cruzada.

Em KARATZOGLOU et al. (2006) e GUNN (1998), encontramos algumas
sugestoes de uso destas fungdes conforme o problema que se quer resolver. O nucleo
linear ¢ recomendavel quando se lida com dados esparsos, facilmente encontrados em

categorizacdo de textos. O nucleo polinomial ¢ um método popular para a modelagem

ndo-linear, muito Util em processamento de imagens. Neste caso, prefere-se, em geral,
8



empregar um “coef” diferente de zero de forma a se evitar os problemas decorrentes da
matriz hessiana se tornar zero. O nucleo tangente hiperbolica ¢ normalmente usado
como uma aproximacao para RNA. Os nucleos FBR de Laplace e Gauss e o nucleo de
Bessel atendem a propdsitos gerais, quando ndo se dispde de conhecimento a priori
sobre os dados. Mais particularmente, o nucleo FBR de Laplace produz uma solugdo
poligonal que ¢ util quando descontinuidades sdo admissiveis. Por fim, o niicleo FBR

Anova ¢ tipicamente empregado em problemas de regressao.



3 TEORIA DE GENERALIZACAO

A teoria da generalizagdo desloca o objetivo de um sistema de aprendizado da
obtencdo de uma hipotese consistente, ou seja, perfeitamente ajustada aos dados de
treinamento, para a busca de uma hipotese que seja capaz de classificar corretamente
dados que nao fazem parte do conjunto de treinamento. Desta forma, procura-se limitar
o grau de complexidade da hipotese de classificagdo, a fim de se evitar o seu
sobreajustamento aos dados de treinamento.

Em todo modelo classico de aprendizado, considera-se que as observagdes de
treinamento e de teste sdo geradas independentemente e aleatoriamente de acordo com
uma funcao de classificacdo fixa e desconhecida ¢. No caso de classificadores binarios,
cada observacdo € representada por um par (X;,y;) € Xx{-1,1}, X C R. A maquina de
aprendizado deve aprender, portanto, o mapeamento x; — y; = f(x;,a), onde o é o
parametro de ajuste da funcdo f. O desejavel é que esta maquina seja capaz de
minimizar o risco verdadeiro, isto €, o erro médio verdadeiro ou a esperanga do erro de
teste:

R() = Ixi-11y 0,5y — f(x,0)| (x,y)-dx-dy. (eq. 1)

Contudo, como ¢ ¢ desconhecido, ndo se consegue calcular esta quantidade. A
alternativa ¢ utilizar um estimador conhecido como risco empirico, definido pela média
da fungao de perda no conjunto de treinamento:

Remp(f) = (1/1) Tiet! L{x sy 1. f(x 1)) (eq. 2)

Existem diversos tipos de funcdo de perda. Neste trabalho, empregaremos a
func¢do de perda do erro absoluto

L(xiyif(x) = 0,5y - f(x ). (eq. 3)
Observamos facilmente que L assume valor 1 se houver erro no treinamento e 0, caso
contrario.

Todavia, se procurarmos minimizar apenas o risco empirico provavelmente
obteremos uma hipotese consistente e sobreajustada. Para evitar este efeito indesejavel,
devemos introduzir o conceito de risco regularizado:

Rieg(f) = CRemp(f) + Q(D), (eq. 4)
onde Q ¢ uma funcdo de estabilizagdo que limita a complexidade da hipdtese a ser

encontrada ao final do treinamento e C o pardmetro ndo-negativo de regularizagdo que
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efetua o balanceamento entre o risco empirico Remp(f) € a fungdo de suavizamento (f).
Por conseguinte, ¢ através da minimizac¢do do risco de regularizacdo que se consegue
concretizar a estratégia de busca de uma alta capacidade de generalizagdo da maquina
treinada.

VAPNIK (1995) obteve um memoravel resultado que estabelece um valor
maximo para o risco verdadeiro. Assim, para fun¢des de perda assumindo valores O e 1,
numa amostra de treinamento de tamanho 1, o limite abaixo ¢ valido com probabilidade
de 1-y:

R(f) < Remp(f) + {[h-(log(2-1/h) +1) + log(4/y))/1} "2, (eq. 5)
onde h ¢ um inteiro ndo-negativo denominado de dimensao Vapnik-Chervonenkis (VC).
O segundo termo do lado direito ¢ conhecido como termo de confianga VC ou termo de
capacidade. Por conseguinte, para uma dada amostra e estabelecido o grau de confianca
v que se deseja obter, o termo de confianga VC passa ser fun¢do unicamente da
dimensdao VC. Se desejamos minimizar o risco verdadeiro podemos atuar sobre o seu
limite superior, isto ¢ , sobre o lado direito da desigualdade, conhecido como limite do
risco. Assim, a fungdo de suavizamento do risco regularizado pode ser escrita em

termos da dimensdo VC.

3.1 DIMENSAO VC

A dimens3o VC ¢ um escalar que mede a capacidade de uma classe de conjuntos.
Antes de a definirmos formalmente, ¢ preciso que introduzamos o conceito de
coeficiente de fragmentagdo. Sejam A uma classe de conjuntos, T={xj,...,.x,} um
conjunto dado qualquer e Nj(T)=card{TNA | A € A} o numero de subconjuntos
selecionados por A. Definimos coeficiente de fragmentagdo por

S(A,n)ZTH%aX (Na(T)), (eq. 6)

onde T, ¢ a familia de todos os conjuntos de tamanho n.

A dimensdo VC representa a dimensdo de uma classe A de conjuntos, VC(A), e ¢
definida conforme a regra abaixo:

i. se 9(A,n)=2" para todo n, entdo VC(A)=o0;

ii. caso contrario, VC(A)=k, tal que k ¢ o maior k para o qual s(Ak)=2",

11



Um exemplo seria de um conjunto de semi-espagos bidimensionais A. Qualquer trés
pontos ndo colineares podem ser selecionados por A, mas se n for igual a quatro ndo
podemos afirmar o mesmo. Para um contra-exemplo, basta imaginar os vértices de um
losango. Neste caso, os pares de vértices que definem as diagonais ndo podem ser
selecionados por A. Logo VC(A)=3. Este resultado pode ser ampliado para uma familia
T C RY de semi-espagos, que teria dimensdo VC igual a d+1.

Além disso, Vapnik provou que, para classificadores lineares, o seguinte limite ¢
valido (SCHOLKOPF, SMOLA, 2002):

h<R*|lwlP’, (eq. 7)

onde w ¢ o vetor normal ao hiperplano separador, tal que sua margem funcional seja 1, e
R ¢ o raio da menor esfera capaz de conter todos os dados de treinamento. Isto nos

sugere definir a fun¢do suavizadora Q(f) da seguinte maneira:

Q(f) = [wIf’/2. (eq.8)
Notemos que a minimizagao do risco regularizado descrito por
R(f) < Remp(f) + [[w][*/2 (eq.9)

nos leva obrigatoriamente a uma minimiza¢cdo do limite do risco. Ademais a funcao
suavizada Q(f) é convexa, fato fundamental para se garantir a obtencdo de solucdes

Otimas globais no treinamento do SVM, conforme veremos a seguir.

3.2 MINIMIZACAO DO RISCO ESTRUTURAL

Devemos distinguir risco regularizado e risco estrutural. A diferenca é de natureza
conceitual. O risco regularizado ¢ um funcional que estabelece um compromisso entre a
quantidade estatistica que deveria ser minimizada e a quantidade que pode ser
minimizada de maneira eficiente (SCHOLKOPF ¢ SMOLA, 2002). Por outro lado, a
minimizagdo do risco estrutural (BURGES, 1998, CRISTIANINI, SHAWE-TAYLOR,
2006, SCHOLKOPF, SMOLA, 2002) ¢ um principio indutivo que estabelece uma
estrutura sobre uma classe de fungdes I" candidatas a hipodtese classificadora e objetiva a
minimizac¢ao do risco regularizado durante o processo de treinamento.

A estrutura ¢ construida de tal forma que se constitua uma seqiiéncia aninhada de
conjunto de hipoteses I' C ...C I C C Iy =T. Seja g; a hipoétese com menor erro de

treinamento ki no conjunto I'; e h; a dimensdo VC de I';. Logo, como os conjuntos sdo
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aninhados, k; > ki+; e h; < hi;. Desta forma, a minimizacao do risco estrutural busca
indutivamente em cada conjunto I'; a hipdtese g; que apresenta 0 menor risco empirico e
soma este funcional a quantidade suavizadora representada pela dimensao VC da
respectiva classe, obtendo o menor risco regularizado para este subconjunto i de
hipoteses. Se iniciarmos do conjunto de menor cardinalidade, o risco regularizado ira
diminuir até um conjunto I',, quando entdo comegara a aumentar. Portanto, a solugdo
buscada ¢ a funcdo f;, € I, que minimiza o risco empirico para este conjunto de
hipoteses.

E exatamente esta estratégia indutiva que propicia ao SVM uma boa

generalizagdo nas varias areas em que tem sido aplicado.
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4 TEORIA DE OTIMIZACAO

A teoria de otimizagdo ¢ uma parte da matemdtica que se preocupa em

caracterizar as solugdes 6timas dos seguintes problemas:

minimizar f(x), xe®CR"
sujeito a gi(x) =0, i=1,..,k,
hi(x) <0, i=1,..,m,

onde f ¢ chamada de fungdo objetivo e as demais relacdes de restricdes. Ela ainda se
destina ao desenvolvimento de algoritmos que propiciem a obtencdo eficiente e robusta
dos pontos 6timos.

O objetivo deste capitulo restringe-se a descrever as propriedades basicas
inerentes as solugdes 6timas dos problemas cuja funcdo objetivo ¢ quadratica e convexa
e as restricdes sdo lineares. Esta classe de problemas matematicos ¢ conhecida como
classe dos problemas quadraticos convexos (PQC) e corresponde a modelagem
matematica que constitui o treinamento do SVM.

Na solugdo otima x*, as restricdes h;(x*) que sdo iguais a zero sdo ditas ativas,
caso contrario elas sdo denominadas inativas. Além disso, a formulagdo do problema,
conforme o apresentamos acima, ¢ conhecida como forma primal. Contudo, a solug¢ao
dos PQC ¢ mais facil a partir da sua formulagao dual, que ¢ construida a partir da funcao
lagrangeana generalizada. Basicamente, o que fazemos ¢ simplificar as restrigdes,
adicionando-as a funcgdo objetivo multiplicadas pelos multiplicadores de Lagrange, que
sdo escalares irrestritos no caso de igualdade e ndo-negativos no caso de desigualdade
do tipo “<”. Assim, a fun¢do lagrangeana generalizada ¢ dada por

AL = f(X) + Zie " Airgi(x) + Zict* pithi(x), (eq. 10)
com p; > 0,1=1, ..., m. Agora estamos em condi¢des de definirmos o problema dual
como sendo

maximizar B(A,1) = infyee A(X,A,L)

sujeitoa ;> 0,i=1, ..., m.

De acordo com o teorema da dualidade fraca (BERTSEKAS,2008, BOYD,
VANDENBERGHE, 2003, LUENBERGER, YE, 2006, NOCEDAL, WRIGHT, 2006),
o valor da solucdo do primal ¢ limitado inferiormente pelo valor da solu¢do do dual, ou

seja,
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inf{f(x) | gi(x)=0,i=1,...keh(x)<0,j=1,...m} >sup{BAp) | ;> 0,j=1,..., m}.
(eq. 11)
A diferenca entre os dois lados desta relacdo ¢ chamado de gap de viabilidade.
Por outro lado, o teorema de Karush-Kuhn-Tucker (KKT) estabelece as condigdes
necessarias para que um ponto seja solugdo 6tima de um problema geral de otimizagao.
Sdo elas as seguintes:

i, AA/OX (X*)* %) =0

ii. wihi(x)=0, 1=1,...m
i, gi(x) =0, i=1,.,
iv. hj(x) <0, 1=1,...m
V. K1i=>0, 1=1,...,m.

A primeira condi¢do propicia a obtencdo de um valor de x em fungdo de A e p, que
deverd ser substituido na func¢do lagrangeana generalizada, resultando na fungdo
objetivo do problema dual. A segunda condicdo ¢ conhecida na literatura como
condigdo de complementaridade de folga e estabelece que se uma restricao de
desigualdade ¢ ativa seu correspondente multiplicador lagrangeano tem que ser nulo,
caso contrario ele poderd assumir qualquer valor ndo-negativo.

Finalmente, nos PQC, as condi¢cdes KKT sdo suficientes para se garantir que a

solucdo ¢ otima global, anulando o gap de dualidade.
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S5 SUPPORT VECTOR MACHINE

Existem diversos tipos de SVM de acordo com o tipo de aplicagdo e de
formulagdo da maquina de aprendizado. Trataremos aqui do C-SVM, que foi o primeiro
SVM a ser desenvolvido, ¢ do v-SVM, que ¢ uma variante do anterior. Eles se destinam
a reconhecimento de padrdes de dois tipos, contudo podem ser estendidos para multi-
classes e problemas de regressdao. Primeiramente, trataremos dos conceitos inerentes a
taxonomia dos classificadores lineares, para depois tratarmos da formulagdo do C-SVM
linear e ndo-linear, e, em seguida, do v-SVM. Por ultimo analisaremos uma técnica de
solugdo de problemas duais para classificadores de duas classes conhecida como

Sequential Minimal Optimisation (SMO).

5.1 CLASSIFICADORES LINEARES

Os classificadores lineares pressupdem a existéncia de um hiperplano que separa

os dados em duas classes distintas, identificadas por -1 e 1, conforme podemos observar

na Figura 1.
Vetor suporte
H(X)=ao+aTx=0
PSP N
separador

. . Vetor suporte

Vetor suporte | e A ..................
Y T R —
funcional

Figura 5.1: Esquema de um classificador linear

Obtida a expressdo do hiperplano separador, a regra de classificagdo ¢ feita de
acordo com o seguinte mapeamento:
fo.b: XCR"— {-1,1}

X — fiyp(X) = sgn(<w,x> +b),

16



1, set>0¢

onde sgn(t) = )
0, caso contrario.

Assim, a margem funcional de uma observagao (x;,yi) em relagdo a um hiperplano

(w,b) € definida como sendo a quantidade
Yi = yir'(Sw,x> + b). (eq. 12)
Logo, o modulo da margem funcional de um dado representa a distancia deste dado ao
hiperplano separador. Dizemos modulo, pois esta medida assume valores negativos
quando a classificacdo dada pelo SVM ¢ erronea. A margem funcional de um
hiperplano em relagdo a um conjunto de treinamento T = {(X1,y1),...,(Xi,¥i)s-..,(X1,Y1)} €
dada pela menor margem encontrada neste conjunto de treinamento. Esta quantidade ¢
chamada de margem funcional do hiperplano ou simplesmente margem funcional.
Como podemos constatar, para um mesmo hiperplano poderiamos ter infinitas
representacdes dependendo da escala A que usamos para representd-lo: A-<w,x>+ A'b =
0, onde A ¢ um escalar positivo. Para contornarmos este inconveniente, fixaremos o
fator de escala de tal forma que a margem funcional do hiperplano seja um. As
observacdes de treinamento que tenham margem funcional unitaria sdo chamadas de

vetores suportes.

5.2 C-SVM LINEAR

5.2.1 DADOS LINEARMENTE SEPARAVEIS

Inicialmente consideraremos um conjunto de treinamento com dados
perfeitamente separaveis linearmente. Isto implica que, ao utilizarmos um classificador
linear para separa-los, o erro empirico deve ser zero. Conforme estudado no Capitulo 3,
para termos uma boa capacidade de generalizagdo devemos minimizar o risco
regularizado. Neste caso, esta quantidade reduz-se a funcdo de suavizamento expressa
em termos do vetor normal ao hiperplano separador com margem funcional unitaria. Ou
seja, devemos

minimizar 0,5|w|*

sujeito a yir(<w,xi>+b) > 1, 1=1,...,L.
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Esta formulagdo corresponde ao primal de um problema de formulagao
quadratica. A sua solugcdo ¢ obtida a partir do seu dual. Assim, devemos obter

primeiramente a equacao lagrangeana generalizada:

A(w,b,0) = 0,5:|w|* - Ziei" 0 [yi-(<w,xi> + b) — 1] (eq. 13)
Em seguida, impondo a primeira condi¢do KKT, obtemos que:

ON/OW (W,b,a) = w - iy ai'yiXi = 0 e (eq. 14)

ON/Bb (w,b,a) = -Ziey' 0;°y; = 0. (eq. 15)
Logo,

W= Zi=11 oi'Yi'Xj € (eq. 16)

St oy = 0. (eq. 17)

Substituindo estes valores em A(w,b,a), temos que:
B(e) = infup A(W,b,0) = Ziet' @i - 0,5-Ziet Zimi' 0-057y17y5<xi x>, (eq. 18)
Além disso, ainda de acordo com as condigdes KKT, os multiplicadores lagrangeanos

devem ser ndo-negativos:

0;,>0,1=1,...,1. (eq. 19)
Estamos, entdo, em condi¢des de estruturarmos o problema dual como sendo:
maximizar 21:11 o; — 0,5‘21:11 Zj:11 0 0 Y3 Y <X, X>
sujeito a Zizll ai'y;i =0
0;,>0,1i=1,..,1

Ao resolvermos o dual, obteremos o valor de a e, por conseguinte, o valor de w
através da equacdo 16. Resta, portanto, calcularmos o valor de b para termos a
expressao do hiperplano separador. Esta quantidade pode ser obtida a partir das
condi¢des KKT de complementaridade de folga:

ai'[yir(<w,xi>+b)— 1] =0, i=1,....L (eq. 20)
Para isto, devemos selecionar uma observacdo de treinamento k, tal que seu
correspondente multiplicador lagrangeano seja ndo-nulo. Ou seja, devemos selecionar
um ponto do conjunto de treinamento que seja vetor suporte. Assim, teremos que:

b=yi-<wx>, (eq. 21)
onde 1 ¢ um dado de treinamento tal que o; # 0. Segundo BURGES (1998), por questdes
de confianca numérica, ¢ recomendavel utilizar a média dos valores de b obtidos a partir
do calculo efetuado para todos os dados que sejam vetores suportes.

Finalmente, a regra de classificacdo ¢ dada por
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§=sgn (Zit' airyir<xix> + (SV]]) Ziesv (i - Tt 0y5<x3,x>), (eq. 22)
onde SV = {i| o; # 0} e ||A|| representa a cardinalidade do conjunto A.
Na figura 2, temos um exemplo de SVM linear com dados perfeitamente

separaveis, onde os quadrados representam os vetores suporte.

SVM classification plot

Figura 5.2: C-SVM linear com dados linearmente separaveis

5.2.2 DADOS NAO-SEPARAVEIS

No caso de uma amostra com dados nao-separaveis, ao utilizarmos o C-SVM
linear ndo ¢ possivel anular o risco empirico. Por outro lado, esta quantidade assume
valores binarios. Se a utilizassemos no calculo do risco regularizado, a formulagao
primal do C-SVM se tornaria um problema quadratico misto, isto €, com variaveis
inteiras e continuas. Isto ¢ um problema NP-hard e, portanto, de dificil solugdo. Por
outro lado, sabemos que o risco regularizado ¢ um funcional que aproxima as
quantidades estatisticas que se desejar otimizar, a fim de deixa-las numa forma mais
tratavel. Assim, através de variaveis de folga &;, que permitem a sobreposicao entre a
duas classes, pode-se aproximar o risco empirico pelo seguinte somatorio:

Remp(H) = (1/1) Tt &, (eq. 23)
onde &; ¢ um escalar ndo nulo que representa a folga marginal da observagao i, isto é:
yir(<w,x>+b)>1-&, com¢& >0, 1=1,...,1. (eq. 24)

Desta forma, o problema primal do C-SVM continua um PQC, constituido apenas

de variaveis continuas e dado por:

minimizar 0,5|w|[* + (C/)-Tiet' &
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sujeito a yir(<w,x>+b) > 1 - &, 1=1,...,1
&>0,1=1,..,L.
A equagdo lagrangeana generalizada para este problema ¢ a seguinte:

AW,bEa, p) = 0,5[w|* + (CN) Timt' & - Ziet i [yr(<wox> +b) — 1 + &] - Ziet' piré

(eq. 25)
Aplicando as condigdes KKT, temos que:

ONOW (W,b.E,0, p) =W - Zicy' 03°yirxi = 0 => w = Ziy' ayiX (eq. 26)
ON/Bb (W,b.E,0, p) = -Ziet' 0iry; = 0 => i) 0y = 0 (eq. 27)
ONOE (Wb,Ea,p)=C/ll—0;—pi=0=p;i=C/l—a;,1=1,....1 (eq. 28)
i yir(<wx>+b)—1+§&]=0,i=1,....1 (eq. 29)
pir&=0,i=1,... 1="(CNl-w)&=0,i=1,...,1 (eq. 30)
0;>0,1=1,...,1 (eq. 31)
&>0,i=1,..,L (eq. 32)
pi>0,i=1,...,1 (eq. 33)

As equacdes 28 e 33 implicam que os multiplicadores lagrangeanos o; sdo
limitados superiormente a C/I. Além disso, a equacao 30 estabelece que uma observacao

so tera folga ndo nula quando o; = C/1. Ainda, a partir das equagdes 26, 27 e 28, obtemos

que:
B(a,p) = infy e A(W,b,E,0, p) =Zict' o - 0,5Zic) Ticy' 00 yiryj<xi, X;>. (eq. 34)
Assim, a formulagdo dual é representada por:

maximizar 21:11 o; - 0,5 -Zizll Zj:11 0 0"y Yj <X, X

sujeito a Zizll ai'y;i =0

0<o<C/li=1,,.lL
Como se pode constatar, as variaveis de folga desaparecem no dual e, portanto, podem
ser determinadas de forma a sempre assegurarem uma solugdo viavel para o primal.

O valor de b ¢ determinado da mesma forma que foi obtido no caso do C-SVM
linear com dados linearmente separaveis: calcula-se o valor médio de b a partir da
equagdo 29 correspondente aos vetores suportes, tais que 0 < o; < C/l e § = 0. Assim,

b= (I\ISVI)Ziesv (vi - Zimt' 037y <x1,x>), (eq. 35)
onde SV={i|0<0;<C/le & =0}.

Portanto, a predicao ¢ efetuada a partir da seguinte regra de classificagdo:

§=sgn [Ziet' oy <xi, x>+ (N[SVI) Ziesv (vi - Zim' 057y5<x1.x>)], (eq. 36)
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Esta formulacdo do C-SVM ¢ sempre preferivel, pois ela evita que se sobreajuste
o classificador aos dados do conjunto de treinamento. Na figura abaixo, temos um
exemplo de C-SVM linear com dados ndo-separaveis, onde os quadrados cheios
representam os vetores suporte. Pode-se observar que houve trés erros de treinamento:

dois quadrados vermelhos sob o fundo branco e um quadrado verde sob o fundo azul.

SVM classification plot

Figura 5.3: C-SVM linear com dados ndo separaveis

53 C-SVM NAO LINEAR

Na maioria das aplicagdes praticas, dificilmente consegue-se obter resultados
satisfatorios com classificadores lineares. A solucao ¢ mapear os dados de treinamento
num espago de dimensdo superior (®: R" — RP, x — ®(x), com p > n) e neste novo
espaco caracteristico aplicar um classificador linear. Neste caso, o classificador linear
em um espaco de dimensdo superior correspondera a um classificador nao-linear no
espago original (WASSERMAN, 2004). Esta estratégia ¢ corroborada pelo teorema da
separabilidade de Cover (PAN,2003, SCHOLKOPF ¢ SMOLA, 2002), que afirma que
um problema de dificil classificacdo ¢ mais provavel de ser linearmente separavel num
espaco de dimensdes mais elevadas.

O processo de projecao ¢ facilitado no caso do SVM, pois toda manipulagao das
varidveis de entrada se dd através de produtos internos. Ou seja, ¢ possivel
empregarmos a técnica de nuclearizagdo, que permite o mapeamento implicito num
espaco de dimensdo mais elevada, sem incorrer na “maldi¢do da dimensionalidade” e,

por conseguinte, sem um custo computacional excessivo. Tem-se, entdo, que no espaco
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caracteristico de dimensao superior a formulagdo dual do problema de treinamento do
SVM ¢ a seguinte:
maximizar Zi:11 o; - 0,5 -Zizll Zj:11 i 04 Yi Y <P(x;), D(x;)>
sujeito a Zi=1l a;'y; =0
0<ai<C/lLi=1,..,L
Substituindo o produto interno pelo nicleo K, temos que:
maximizar Zizll 0 - O,S-Zi:11 Zj:11 ai-0;°yi Y K(xi,xj)
sujeito a it oy =0
0<o<C/li=l,,..lL
Notemos ainda que a condicdo de Mercer de semi-definigdo positiva para o
nicleo garante que o problema continua um PQC e, portanto, de facil solugdo e
implementag¢do relativamente simples.
A predicdo também pode ser feita sem a necessidade de se saber a fungdo de
mapeamento @. Esta novamente fica a cargo do ntcleo. Portanto,
§ = sgn [Ty’ 0y <®@(x;),D(x))> + (1\|SV])) Ziesv (¥i - Zimt' ay7y5< D(xi),D(x1)>)]
= sgn [Zit' iy K(xi,x) + (1S Ziesv (¥ - Zit' a5y K(xi.x))], (eq. 37)
Na figura 4, encontramos um exemplo de SVM néo linear obtido com um nucleo
polinomial de grau dois, onde os quadrados cheios representam os vetores suportes.

Neste treinamento, pode-se constatar que o erro empirico foi nulo.

SVM classification plot

Figura 5.4: C-SVM néo linear
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5.4 v-SVM

No treinamento do C—SVM, uma dificuldade tacita ¢ o ajuste do parametro C, que
nao possui nenhum método de ajuste prévio e nenhuma interpretacdo do seu significado
que facilite a intui¢do do seu valor. Para contornar este inconveniente, foi proposta uma
formulagdo alternativa denominada v-SVM (SMOLA et al., 2000) , que trabalha com
um plano de margem funcional y e substitui o parametro C pelo parametro v. No v-
SVM, o problema primal ¢ colocado da seguinte forma:

minimizar 0,5:|w||* -v-y + (1) Yiet' &

sujeito a yi'(<w,D(x))> + b) > v - &, i=1,...,1
y=0
&>0,1=1,...L

Embora a construgdao da funcdo objetivo do primal do v-SVM ndo tenha uma
intui¢do tdo direta quanto a do C-SVM, prova-se que o v-SVM e o C-SVM possuem a
mesma fun¢do de decisdo no o6timo, desde que a margem funcional 6tima y* do
hiperplano v-SVM seja positiva e que C = 1/I'y*. Este resultado estabelece uma
equivaléncia forte entre os dois tipos de classificadores. Ademais, a proposicao abaixo,
estabelecida em CHEN et al. (2005) e em SCHOLKOPF, SMOLA (2002), apresenta um
interessante significado para o parametro v, que torna o ajuste do mesmo durante a fase
de treinamento do classificador mais facil de ser realizado em comparagdo com o
parametro de regularizagao C.

Proposi¢do 2

Se o valor 6timo y* da margem funcional for estritamente positivo apds se treinar
um classificador v-SVM com um nuicleo K em uma amostra de treinamento T, entdo:

i. o parametro v representa um limite superior para fracdo dos erros de

treinamento;

il. o parametro v representa um limite inferior na fracao dos vetores suportes; e

iii. com probabilidade 1, o pardmetro v iguala assintoticamente as fracdes dos

erros de treinamento e dos vetores suporte. =

Deduzamos agora a formulagdo dual do v-SVM. Nesse sentido, a equacao
lagrangeana correspondente ¢ dada por:

Aw,by.E0m,p) = 0,5 (Wl vy + (/1) Yiet' & - Ziet' 0 [yir(<w, D(xi)> +b) —y + & -
-y - Zi pri (eq. 38)
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Aplicando as condi¢des KKT, obtemos que:

ONOW (W,b,y,E0m,p) =W - Zit' a4y ®D(xi) = 0 =>w = Ziey' 0y (X))
OA/Bb (W,b,y.E,01,p) = -Ziet' 0iyi = 0 => Ziet 0iy; = 0

ONBY (Wb, v.E0mp) =-v+Eig oi-n=0=>3%'0i-n=v

ON/OE (Wby.Eamp)=1/1-0i-pi=0=0o;+pi=1/,1=1,...1
oi'[yi'(<w, (x> +b)—y+&]=0,i=1,...,1

ny=0

pir&=0,i=1,... 1="(11-w)&=0,i=1,...,1
0;,>0,1=1,....1

y=>0

n=0

&>0,i=1,...,1.

pi>0,i=1,...,1

A partir das equagdes 39, 40, 41 e 42, temos que:

B(aap) = ian,b,“{,ﬁ A(Waba’yaéaaanap) = '095'21211 ijll (Xi'(lj'yi‘yj'<®(Xi),q)(Xj)> =

-0,5'21:11 Ej=1l ai-aj-yi-yj-K(xi,xj).

Assim, a formulagao dual ¢ dada por:

maximizar Zizll 0 - O,S-Zi:11 Zj:11 ;04 iy K(xi,xj)
.. 1
sujeito a Yiop a7yi=0
I
Zicp G =V

O0<ai<l/Li=1,.,L

(eq.
(eq.
(eq.
(eq.
(eq.
(eq.
(eq.
(eq.
(eq.
(eq.
(eq.
(eq.

(eq.

39)
40)
41)
42)
43)
44)
45)
46)
47)
48)
49)
50)

51)

Para calcular o valor de b, usa-se a equacdo 43 correspondente aos vetores suportes, tais

que 0 <o; < 1/1e & = 0. Assim, obtemos que:
it 05y K(xix) +b—y=0,se yi =1
i ogyry K(xix) - b -y =0, se yi=-1

(eq.
(eq.

52)
53)

Resolvendo este sistema e empregando a média do valor de X' ojyiy; K(xi,x)) em

relacdo aos conjuntos SVP = {i|0<o; < 1/1,§=0ey;=1} e SVN={i|0<o; <1/, & =

0 e y; = -1} para evitar erros numéricos, temos que:

b=0,5[(I\ISVN|)Ziesvn Zi=t' o5yiryi K(xix)) - (IN[SVP|)) Ziesvp Zimt' a7y K(xi,x))]

A regra de classificagdo ¢ dada, entdo, por:

¥ =sgn (Zi=1l a;yi K(x;,xj) + b).

(eq.

(eq.

54)

55)
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5.5 SMO

Existem diversos algoritmos para a resolugdo do PQC, que podem ser utilizados
para se encontrar a solucao 6tima do problema dual referente ao treinamento do v-SVM.
Neste trabalho empregaremos o pacote kernlab do sofiware R, que utiliza o algoritmo
SMO para otimizagdo do problema quadratico do v-SVM. Este algoritmo encontra
analiticamente a solu¢do global, prescindindo do uso de métodos numéricos. Isto €
possivel levando a técnica de decomposi¢do ao extremo e, por conseguinte, otimizando
a cada passo apenas dois multiplicadores lagrangeanos. Assim, consegue-se manter
sempre a viabilidade da solugdo, ou seja, P ai'y; =0, Tlo>ve<o< 1/Li=1,....1.

A cada iteracdo, escolhe-se heuristicamente dois multiplicadores lagrangeanos
para serem otimizados, mantendo todos os demais constantes. Os dois multiplicadores
selecionados sdo otimizados analiticamente e o processo prossegue até que ndo haja
mais melhorias a serem realizadas, ou seja, quando o gap de dualidade se anular ou
todas as condigdes KKT de complementaridade de folga tiverem sido satisfeitas.

Para se aplicar o algoritmo SMO no treinamento do v-SVM, torna-se mister
recorremos a afirmacdo que para qualquer v, existe pelo menos uma solugdo 6tima que
satisfaz 3i;' 0 = v (CHANG e LI, 2001). Assim, o problema dual pode ser simplificado
por:

maximizar 21:11 o; - 0,5 -Zizll Zj:11 ai-0; iy K(xi,Xj)

sujeito a Zizll ai'y;i =0

St o=V

O0<ai<l/Li=1,..,l
Neste caso, quando se otimiza apenas dois multiplicadores lagrangeanos o; € o, temos
que:

o yi + oy = oy oty (eq. 56)

o + o = o + o, (eq. 57)
onde o N sobrescrito indica os novos valores de o; e a; calculados € o A sobrescrito
representa os antigos valores de o; € 0;. Analisando o sistema acima, chega-se a
conclusdo que se y; # y;, os valores de a; e o; permanecem constantes. Portanto,
devemos selecionar multiplicadores lagrangeanos i ¢ j, tais que y; = y;. Neste particular,

a equacdo 56 se torna idéntica a equagdo 57. Além disso, a; € o; devem satisfazer a
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restrigdo de caixa, isto ¢, 0 < a;, o; < 1/1. A partir desta condi¢do e da equagdo 57, ¢ facil

constatar que para i € j tais y; = y;

LI<oN<LS, (eq. 58)
onde

LI = max(0,0;" + ajA - 1/1), (eq. 59)

LS = min(1/La™ + o;™). (eq. 60)

Prova-se (CRISTIANINI, SHAWE-TAYLOR, 2006 ¢ SCHOLKOPF, SMOLA,
2002) que, atuando-se em apenas dois multiplicadores lagrangeanos, a fungdo objetivo ¢
maximizada através do procedimento abaixo:

1. calcular as quantidades E; e E;:

. Ex=1(xx) —yx= Y oy K(Xp,Xk) + b —yi, k=1, e (eq. 61)

ii. ¢=K(x;,x;) + K(x,%) - 2-K(x5,%j) (eq. 62)

iv. obter um valor inicial o' para o segundo a formula:

V. och—i = ajA +y;(Ei - E2)/c (eq. 63)

. . N . .
vi. restringir a;  aos limites anteriormente calculados:

LS, seq™'>LS
o = och—i, se LI < (XjN_i <LS
LI, seq'<LL

vii. calcular o;™:

o = o + yiyi (o - ). (eq. 65)

Apesar de precisar de maior niimero de iteracdes para convergir, o SMO ¢
extremamente rapido, uma vez que realiza poucas operagdes de facil implementacao.
Além disso, o SMO ndo precisa que a matriz nucleo fique armazenada, embora a sua
manutencdo na memoria do computador resulte em acréscimo de velocidade do

algoritmo.
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6 AMOSTRA

O banco de dados dispde de 411 individuos observados sob o enfoque de 25
variaveis, sendo que apenas 37 destes evoluiram para oObito. Porém nem todas as
variaveis foram coletadas em todos os individuos. Assim, o emprego de todas as
variaveis resulta num diminuto nimero de dados de treinamento: 231 individuos, sendo
que apenas 16 evoluiram para Obito. Assim, torna-se mister selecionar as varidveis que
sejam determinantes para ocorréncia do desfecho morte, de forma a aumentar o numero
de dados de treinamento e, mormente, auxiliar na elaboracdo de medidas terapéuticas
mais individualizadas, na realizagdo de prognosticos eficientes e na redugdo da
mortalidade.

Dada a explosdo de possibilidades combinatorias que existem ao selecionarmos as
varidveis que devem compor o modelo a ser construido, ¢ fundamental aplicar e/ou
desenvolver um algoritmo que forne¢a de maneira consistente e relativamente rapida as
variaveis mais significativas a serem usadas no SVM.

Desta forma, o presente capitulo terd duas subse¢des. Na primeira, serdo descritas
as varidveis disponiveis no banco de dados. Na segunda, discutiremos os critérios de

selecdo de variaveis utilizados.

6.1 VARIAVEIS

O banco de dados do presente trabalho dispde de 25 varidveis selecionadas do
banco de dados de REIS (2007) que podem ser agrupadas em seis categorias: variaveis
antropométricas, sociais e habitos de vida, variaveis de historia prévia cardiovascular,
variaveis clinicas e laboratoriais na admissdo hospitalar, varidveis de diagnostico,

varidveis genéticas e varidvel de desfecho.

6.1.1 VARIAVEIS ANTROPOMETRICAS, SOCIAIS E HABITOS DE VIDA
6.1.1.1 IDADE

A idade foi medida em anos e corresponde a uma variavel inteira e ndo categorica.
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6.1.1.2 INDICE DE MASSA CORPORAL (IMC)

O IMC (Kg/m?®) expressa a relagio entre o peso e a altura de um individuo, sendo
representado por uma variavel continua. Ele ¢ o método mais pratico e rapido para

avaliar o grau de risco associado a obesidade.

6.1.1.3 SEXO

O sexo ¢ uma varidvel categorica de dois niveis: masculino e feminino.

6.1.1.4 ESCOLARIDADE

A escolaridade ¢ representada por uma variadvel categdrica com cinco classes:
analfabeto, primeiro grau (completo ou ndo), segundo grau (completo ou ndo), nivel
universitario (completo ou nao), e pds-graduado.

E importante salientarmos que ao constatarmos na sociedade brasileira um forte
vinculo entre escolaridade e nivel socio-econdmico, esta varidvel traz consigo
tacitamente algumas clivagens imanentes a qualidade de vida das diversas classes
sociais, como, por exemplo, tipo de alimentacdo, acesso a remédios e a atendimentos

médicos, nivel de estresse e outras.

6.1.1.5 ATIVIDADE FiSICA (AF)

Os individuos foram classificados quanto a variavel Atividade Fisica (AF) em
duas categorias: os que praticam atividades fisicas aerdbicas por pelo menos 30 minutos

consecutivos trés ou mais vezes durante a semana ou os sedentarios, caso contrario.

6.1.1.6 TABAGISMO

Os individuos foram categorizados em trés classes:

1. ndo tabagistas: os fumantes passivos € as pessoas que nunca fumaram ou
fumaram menos de cinco cigarros por menos de cinco anos;

ii. ex-tabagistas: pessoas que pararam de fazer uso do tabaco hd mais de seis
meses; €

iii. tabagistas atuais e eventuais: pessoas que fizeram uso regular do tabaco

durante os seis meses que antecederam a coleta dos seus dados.
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6.1.2 VARIAVEIS DE HISTORIA PREVIA CARDIOVASCULAR
6.1.2.1 INFARTO DO MIOCARDIO PREVIO (IMP)

O IMP ¢ representado por uma varidvel bi-classe, sendo considerado para sua
caracterizagdo o relato do paciente de internagdo prévia por IAM ou evidéncias
presentes em exames complementares, tais como eletrocardiograma, ecocardiograma,
cintilografia miocardia ou angiografia coronariana, de area de infarto do miocardio

prévio.

6.1.2.2 QUALQUER REVASCULARIZACAO PREVIA (QRP)

A varidvel QRP ¢ bi-classe e engloba a realizagdo prévia a internacdo de
angioplastia coronariana e/ou de cirurgia de revascularizagdo miocardia (CRM). Para
sua caracterizacdo, foram considerados laudos médicos por escrito dos procedimentos
ou relatos detalhados dos pacientes, que deveriam possuir evidéncia de cicatriz cirirgica

compativel no caso de CRM.

6.1.2.3 HISTORIA FAMILIAR DE DOENCA ARTERIAL CORONARIANA
(DAC)

A histdria familiar de DAC ¢ uma varidvel bi-classe, que foi coletada em parentes
de primeiro e segundo graus (pais, filhos, irmaos, tios ¢ avds). Era considerada historia
positiva no caso de parentes com relato de diagnostico de infarto do miocardio ou

angina pectoris ou relato de realizagdo de angioplastia coronariana ou CRM.

6.1.3 VARIAVEIS CLINICAS E LABORATORIAIS NA ADMISSAO
HOSPITALAR

6.1.3.1 TIPO DE SINDROME CORONARIANA AGUDA (SCA)

O tipo de SCA ¢ uma variavel categdrica com trés classes: angina instavel, [AM

sem supra desnivel do ST e IAM com supradesnivel do ST.
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6.1.3.2 TEMPO PARA O PRIMEIRO ATENDIMENTO MEDICO (1°AM)

Esta variavel (1°AM) mede o intervalo de tempo, em horas, entre o inicio da dor
até a ocorréncia do primeiro atendimento médico, em qualquer posto de saide ou

hospital. E representado por uma variavel continua.

6.1.3.3 FREQUENCIA CARDIACA (FC)

A freqiiéncia cardiaca ¢ uma variavel inteira, medida “no primeiro atendimento

médico ap0s o inicio do quadro coronariano agudo.” (REIS, 2007)

6.1.3.4 CLASSE KILLIP

Os individuos foram categorizados em quatro classes na sua admissao hospitalar.
Segundo REIS (2007), os critérios para esta classificacdo foram os seguintes:
1. KILLIP I: auséncia de sinais de insuficiéncia cardiaca;
ii. KILLIP II: presenca de estertores em bases pulmonares ou de terceira bulha
na ausculta cardiaca;
iii. KILLIP III: presenca de edema agudo de pulmdo (estertores pulmonares
maiores que 50%); e

iv. KILLIP IV: choque cardiogénico.

6.1.3.5 CREATININA

A creatinina € uma varidvel continua que foi coleta a partir do primeiro exame de

sangue realizado pelo paciente apos dar entrada no hospital.

6.1.4 VARIAVEIS DE DIAGNOSTICO
6.1.4.1 HIPERTENSAO ARTERIAL SISTEMICA (HAS)

A HAS ¢ uma variavel bi-classe, na qual foram consideradas como portadores de
HAS os individuos com pressao arterial sistolica superior ou igual a 140 mmHg ou com
pressao diastolica superior ou igual a 90 mmHg ou ainda individuos que faziam uso de
medicagdo anti-hipertensiva até a data em que foram admitidos no hospital. Os demais

individuos foram classificados como nao tendo HAS.
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6.1.4.2 COLESTEROL TOTAL ELEVADO

O colesterol total elevado ¢ representado por uma varidvel bi-classe, que
caracteriza individuos com colesterol total acima de 200 mg/dl. Os demais sdo

considerados como tendo colesterol total dentro dos limites normais.

6.1.4.3 TRIGLICERIDEOS ELEVADOS

O triglicerideo constitui uma variavel bi-classe, na qual os individuos com mais
de 150 mg/dl sdo considerados como tendo triglicerideos elevados e separados dos

demais, avaliados como tendo valores dentro dos limites normais.

6.1.4.4 COLESTEROL-HDL BAIXO (Col-HDL)

O colesterol-HDL baixo ¢ uma variavel bi-classe, que distingue os individuos
com colesterol-HDL inferior a 40 mg/dl dos demais, que teriam valores iguais ou

superiores ao normal.

6.1.5 VARIAVEIS GENETICAS

Para entendermos a estruturagdo das variaveis genéticas, € preciso que nos

familiarizemos com os conceitos abaixo:

i. polimorfismo genético: sdo mutagdes presentes em mais de 1% da populacao,
tornando possivel a observacdo de diferentes formas alélicas de um mesmo
locus génico (REIS, 2007);

il. gene: constitui a peca central da hereditariedade. Ele ¢ um segmento da cadeia
do DNA, localizado no lécus do cromossomo, e ¢ responsavel pela produgdo
de uma proteina ou pela determinacdo de uma caracteristica do individuo
(MONCORES et al., 2008);

iii. alelo: ¢ cada uma das formas que um determinado gene pode possuir. Por
exemplo, o gene que estabelece a cor dos olhos ¢ 0o mesmo em todos os
individuos, contudo ele apresenta alelos diferentes cuja combinagdo
determinard a cor azul, verde, castanha ou preta dos olhos (BROWN, 1999); e

iv. gendtipo: ¢ a constituicdo génica dos individuos. Por exemplo, se um gene
possui os alelos R, S e T, uma determinada pessoa pode possuir um dos
seguintes gendtipos deste gene (e apenas um): RR, SS, TT, RS, RT ou ST

(BROWN, 1999).
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Neste estudo, o nivel de analise foi limitado a presenca dos alelos nos individuos.
Isto se justifica ao constatarmos que a presenca de determinados genotipos ¢ bastante
reduzida na amostra e ao imaginarmos cada alelo como um vetor. Ou seja, se, no
exemplo acima, o alelo R contribuir para uma determinada caracteristica em grau
elevado, o alelo S em grau reduzido e o alelo T a desfavorecer, o0 SVM atribuira pesos a
cada um destes alelos. Assim, cada alelo pode ser visto como um vetor de mesma
dire¢do, porém com intensidade e sentido que ¢ dependente do sinal do peso atribuido
pelo classificador. Por exemplo, uma pessoa que possua o gendtipo RS tem uma
propensao maior a apresentar a referida caracteristica do que o individuo que tenha o
genotipo ST. Esta situagdo seria capturada pelo modelo, pois os alelos R e S podem ser
vistos como vetores que se somam em modulo e os alelos S e T como vetores que se
subtraem em modulo. Assim, as variaveis genéticas sdo, na verdade, variaveis bi-classes
representativas da presenca ou ndo nos individuos dos alelos referentes aos
polimorfismos observados em cada gene em estudo. Foram consideradas sete variaveis
genéticas:

i. alelo D do polimorfismo do gene da enzima conversora da angiotensina I

(ECA);
ii. alelo I do polimorfismo do gene da enzima conversora da angiotensina I
(ECA);

iii. alelo M do polimorfismo M235T do gene do angiotensinogénio (AGT);

iv. alelo T do polimorfismo M235T do gene do angiotensinogénio (AGT);

v. alelo E2 do polimorfismo do gene da apolipoproteina E (APO E);

vi. alelo E3 do polimorfismo do gene da apolipoproteina E (APO E); e

vii. alelo E4 do polimorfismo do gene da apolipoproteina E (APO E).

6.1.6 VARIAVEL DE DESFECHO

A variavel de desfecho possui duas classes e identifica se ocorreu o 0bito ou nao

do paciente.

6.2 CRITERIOS PARA SELECAO DE VARIAVEIS

Foram empregados neste trabalho quatro métodos para selecdo de varidveis: o
método desenvolvido por CHEN et al. (2008) e trés modificagdes dele. No restante
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desta se¢do, chamaremos o primeiro critério de critério CZCL (a abreviagao
corresponde as iniciais dos sobrenomes dos seus proponentes) € os outros trés de
criterios CZCL Adaptado, CZCL Dual e CZCL Adaptado Dual. Além disso,
consideraremos uma amostra de treinamento T = {(x1,y1),...,(X1,y1)}, com x; e R" e y; € {-

1,1}, onde a notagdo x;; indica o valor que a variavel j assume na observacao i.

6.2.1 CRITERIO CZCL

O critério CZCL destina-se a otimizar o balanceamento entre a experiéncia
humana e a sensibilidade dos dados. Desta forma, propde-se que as variaveis a serem
selecionadas sejam ordenadas de acordo com o0s pesos que as mesmas obtenham na
seguinte formulacao:

Fie= g1 VAk (x.y) + g2'Sk, onde (eq. 66)

g1 € g» — parametros positivos para efetuar o compromisso entre o conhecimento
humano e a informagdo presente na amostra de treinamento;

VAy — valor atribuido a cada variavel k por especialista da area; e

Sk — critério de sensibilidade dos dados para cada varidvel k.

Como neste estudo, ndo hd um consenso estabelecido quanto a importancia
absoluta e/ou relativa de cada variavel para o desfecho considerado e o que queremos ¢
exatamente destacar as prevaléncias a partir das informagdes imanentes ao banco de
dados considerado, desprezaremos a parcela VAy da formulagdo proposta e, por
conseguinte, os parametros g; e g».

O valor de Sk deve, segundo os autores proponentes do método, atender a duas
hipodteses basicas:

1. se uma pequena variacdo da varidvel de entrada corresponde a uma grande

varia¢ao da variavel de saida, entdo a variavel é considerada sensivel; e

il. se uma pequena altera¢do da varidvel de entrada corresponde a uma pequena

alteracdo da variavel de saida, entdo a varidvel ¢ considerada insensivel.

Assim, eles propdem que:

Sk = [maxie(1,.ny (Ti) — Ti] / [MaXyeqi,.ny (Tx) - mingeqi, . ny (Ti)], onde  (eq. 67)

.....

T = et Bt d(Ynys) / di’ (Xe.Xs), (eq. 68)
A (%x5) = [A(xx) - di’(x0x5)]", (eq. 69)
F(xXs) = Ziet" (Xri - Xsi)’ (eq. 70)
di*(XeXs) = (Xeic - Xsk)'s € (eq. 71)
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d(yr,ys) = lyr - ys (eq. 72)

Como podemos perceber, Sk corresponde apenas a uma normalizacdo de Ty e se
destina também a compatibilizar a tendéncia de Ty com a tendéncia da parcela VA.
Assim, como a parcela VAy ja foi descartada para fins deste trabalho, ndo ha a
necessidade de se calcular Sk e, por conseguinte, podemos nos concentrar apenas em Ty.
Portanto, quanto menor o valor de Ty, mais relevante ¢ a varidvel k para o desfecho.

Segundo os seus criadores, 0 método CZCL possui as seguintes vantagens:

i. considera, para selecdo das variaveis mais relevantes, o relacionamento entre

as variaveis de entrada e a variavel de desfecho;

il. emprega as variaveis de entrada primitivas e ndo uma transformagdo das

mesmas, como no método Principal Component Analysis (PCA);

iii. ndo necessita de um grande ntimero de dados;

iv. ndo requer que os dados obedegcam a qualquer distribuicao estatistica;

v. ¢ capaz de capturar relagdes nao lineares entre as varidveis de entrada e saida;

e

vi. facil de ser implementado e de baixo custo computacional.

6.2.2 CRITERIO CZCL ADAPTADO

No caso em estudo, a variavel de saida € bi-classe. Desta forma, s6 interessam
para o computo do valor do somatorio correspondente a T as parcelas calculadas entre
os dados de treinamento que tenham classificagdo distinta, pois do contrario o valor da
parcela sera zero. Ficamos entdo com

Tk = Zy=1Zsy=1 [yr - ¥l / di’ (Xr,Xs)- (eq. 73)

Por outro lado, as hipdteses feitas pelos autores do método CZCL ndo seriam
violadas se Ty fosse calculado pela seguinte formulagao:

Ti = Zpjy=12gy=1 [dk,(xraXS)]2 = Ljy=12gly=-1 [dz(xr,xs) - dkz(xraxs)]~ (eq. 74)

Com esta modificagdo, s6 estariamos invertendo a tendéncia de Ty e tornando-a mais
sensivel a distancia entre os dados por eleva-la ao quadrado, uma vez que a parcela |y; -
ys| é sempre igual. Por outro lado, como a parcela d*(x.,x,) estd presente no calculo da
sensibilidade de todas as variaveis, a sua omissdo ndo afetaria o ordenamento relativo
das varidveis e tornaria o critério ainda mais sensivel a parcela realmente determinante:
dkz(xr,xs). Assim, chegamos a seguinte formulagao:

T = Zrym1 Syt di(XesXs). (eq. 75)
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Agora, quanto menor o valor de T,™ mais relevante é varidvel k para a
classificacdo de um determinado dado. Ao final, as variaveis serdo ordenadas em valor
crescente de Ty, dado por

Ti" = TM / maxeqr,.ny (Ti") (eq. 76)

O critério adaptado preserva as hipoteses do método original e traz consigo as
seguintes vantagens adicionais:

i. maior sensibilidade a quantidade principal para a determinacdo do grau de

importancia de cada varidvel para a classificacdo de uma observa¢ao amostral;
e

i1. maior facilidade e simplicidade para implementacao computacional.

6.2.3 CRITERIO DUAL

Nos dois critérios anteriores, para o calculo das variaveis de ordenamento Ty e T\."
s6 foram consideradas, na realidade, as distincias entre as observagdes com
classificagoes distintas. Por outro lado, ¢ também correto pensar que o oposto das
hipdteses basicas € o que se objetiva, ou seja, quanto maior a distancia entre as varidveis
de entrada, uma melhor classificagdo elas propiciardo, pois a classificacdo no caso em
estudo € bipolar. Desta forma, devemos selecionar as variaveis que apresentem os
menores Ty € TkF, dando origem, respectivamente, aos critérios CZCL Dual e CZCL

Adaptado Dual.
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7 RESULTADOS COMPUTACIONAIS E DISCUSSAO

A implementacdo dos critérios de sele¢do de variaveis e do v-SVM foi feita no

software R, empregando o pacote kernlab e utilizando o banco de dados em Excel. Os

testes foram realizados em um processador AMD Athlon 2.1 GHz, 512 MB de memoéria

RAM e sistema operacional Windows. Para evitar problemas de escala, os dados foram

todos normalizados.

Os resultados dos métodos CZCL, CZCL Adaptado, CZCL Dual, CZCL

Adaptado Dual para selecdo de varidveis estdo sintetizados, respectivamente, nas

Tabelas 7.1 e 7.2. Como os métodos duais apenas invertem o ordenamento dos seus

respectivos métodos primais, a ordem dual € apresentada entre parénteses nestas tabelas.

Os métodos foram empregados numa amostra de 231 individuos, sendo que destes 16

evoluiram para oObito. Todos os pacientes deste conjunto amostral possuiam as 25

variaveis de entrada observadas.

Tabela 7.1: Critérios CZCL e CZCL Dual (entre paréntesis)

Ordem Variavel Tx/max(Ty)
14 (12) | Historia DAC 0.99151
15 (11) | Triglicerideos 0.99159
16 (10) AF 0.99234
17 (9) Tipo SCA 0.99241
18 (8) Sexo 0.99292
19 (7) Killip 0.99380
20 (6) | Escolaridade 0.99431
21 (5) Tabagismo 0.99647
22 (4) Col-HDL 0.99531
23 (3) Idade 0.99853
24 (2) FC 0.99863
25 (1) Creatinina 1.00000

Ordem Variavel Tx/max(Ty)
1(25) QRP 0.98325
2 (24) Alelo E3 0.98424
3(23) 1°AM 0.98517
4 (22) Alelo E2 0.98699
5(21) IMP 0.98721
6 (20) HAS 0.98769
7(19) Alelo E4 0.98887
8 (18) IMC 0.98900
9(17) Alelo 1 0.98921
10 (16) Alelo T 0.98964
11 (15) Alelo D 0.98982
12 (14) Alelo M 0.99037
13 (13) Colesterol 0.99105
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Tabela 7.2: Critérios CZCL Adaptado e CZCL Adaptado Dual (entre parénteses)

Ordem Variavel Tk Ordem Variavel Tk
1(25) QRP 0.43671 14 (12) Alelo E4 0.61412
2(24) HAS 0.47359 15 (11) Tipo SCA 0.61768
3(23) 1°AM 0.51345 16 (10) | Escolaridade 0.62307
4(22) Alelo | 0.52098 17 (9) Sexo 0.64378
5(21) IMP 0.52485 18 (8) Tabagismo 0.67185
6 (20) AF 0.54477 19 (7) Col-HDL 0.67700
7(19) IMC 0.55521 20 (6) Alelo D 0.692605
8 (18) | Historia DAC 0.56697 21 (5) Alelo E3 0.76387
9(17) AleloM 0.57137 22 (4) Idade 0.76690
10 (16) Alelo T 0.57503 23 (3) Killip 0.84072
11 (15) Alelo E2 0.58567 24 (2) FC 0.92736
12 (14) Colesterol 0.60205 25 (1) Creatinina 1.00000
13 (13) | Triglicerideos 0.61366

A primeira constatagdo que podemos fazer é que o critério CZCL Adaptado
propiciou uma classificagdo das varidveis de entrada mais bem definida do que o
critério original, pois a distdncia entre a primeira e a Ultima variavel no critério CZCL
Adaptado ¢ de 0.56 enquanto que no critério original ¢ de apenas 0.02. Isto ja era
esperado, conforme exposto na se¢do 6.2.2, uma vez que o critério CZCL Adaptado
leva em consideragdo para o ordenamento relativo das varidveis apenas a quantidade
realmente determinante.

Na tabela 7.3, construida a partir das tabelas acima, podemos observar as
primeiras seis variaveis selecionadas a partir dos quatro métodos de sele¢do de variaveis
utilizados no presente trabalho. Constata-se que os critérios CZCL e CZCL Adaptado
coincidiram em quatro variaveis (QRP, 1°AM, IMP e HAS). A maior diferen¢a ocorreu
na comparagdo entre os critérios duais para as seis varidveis selecionadas, onde so
houve a sobreposi¢do de trés (creatinina, FC e idade).

Com relagdo as variaveis genéticas, elas foram selecionadas: no critério CZCL,
com os alelos E2 e E3 do polimorfismo do gene da APO E ocupando, respectivamente,
a terceira e a segunda posi¢des; no critério CZCL Adaptado, em que o alelo I do

polimorfismo do gene da ECA ficou em quarta posi¢do; e no critério CZCL Adaptado
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Dual, segundo o qual o alelo E3 ficou na quinta posi¢ao e o alelo D do polimorfismo do
gene da ECA ocupou o sexto lugar. No método CZCL Dual, as varidveis genéticas nao

foram selecionadas entre as seis varidveis mais importantes.

Tabela 7.3: Seis melhores variaveis em cada critério

Ordem CZCL CZCL CZCL Dual CZCL MIFS-U
Adaptado Adaptado
Dual
1 QRP QRP Creatinina Creatinina Idade
2 HAS QRP
3 Idade Killip Creatinina
4 Alelo E2 Alelo 1 HDL Idade IMC
5 Tabagismo Genotipo
DD
6 HAS AF Escolaridade Alelo D Genotipo
E4E4

Na tabela 7.3, sdo mostradas também as seis variaveis mais relevantes de acordo
com o critério Mutual Information Feature Selector Under Uniform Information
Distribution (MIFS-U), empregado por REIS (2007) sobre o mesmo banco de dados.
Em linhas gerais, o MIFS-U ¢ um algoritmo guloso que ordena as variaveis segundo o
grau de contribui¢do para o indice de informagdo mutua conjunta (KWAK, CHOI,
2002), sendo muito eficiente e de implementacdo relativamente simples. Em relacdo ao
estudo de REIS (2007), a principal diferenca foi na manipulacdo das varidveis genéticas,
que foram estudadas de acordo com os seus genotipos € nao com os alelos. Em relagao
ao método do MIFS-U, o critério CZCL Adaptado Dual foi o que apresentou resultados
mais proximos. Isto porque além das variaveis creatinina e idade, também selecionadas
pelo CZCL Dual, o CZCL Adaptado Dual também destacou o alelo D que pode ser
considerado coincidente com o gendtipo DD selecionado pelo método MIFS-U.
Contudo, o que mais chama a aten¢@o foi a varidvel QRP ter ficado em primeiro lugar
pelo critério CZCL Adaptado, exatamente o correspondente do CZCL Adaptado Dual, e
também pelo critério CZCL, homoélogo do CZCL Adaptado. Ou seja, os critérios que

apresentaram maior coincidéncia com o MIFS-U (CZCL Dual e CZCL Adaptado Dual)
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ordenaram a variavel QRP, destacada pelo MIFS-U como a segunda variavel mais
importante, na Ultima posicao.

Para o treinamento do classificador v-SVM, foram realizados experimentos
computacionais para as trés, as quatro, as cinco e as seis primeiras varidveis
selecionadas por cada um dos critérios apresentados na subse¢do anterior. Em todas
estas maquinas de aprendizado, foi utilizado o nticleo tangente hiperbdlica de forma a se
aproximar as redes neurais, j4 que um dos objetivos desta dissertacdo ¢ comparar os
resultados aqui alcangados com os apresentados em REIS (2007), onde foi empregada a
RNA feedforward sob o mesmo banco de dados. Além disso, foram testados, numa
etapa de avaliacdo inicial, os desempenhos dos nucleos polinomiais, FBR de Laplace e
FBR de Gauss. Todos estes tiveram um aproveitamento bastante inferior se comparado
ao nucleo tangente hiperbolica. A calibragdo do pardmetro v da fun¢do objetivo e do
hiperparametro escala da fungdo nucleo foi realizado sobre o conjunto X = {(v,escala) |
v e {0.13;0.14;...;0.25} e escala € {0.1;0.2;...;1.5}. O hiperparametro coef foi ajustado
para zero ao longo de todo o processo.

Para se avaliar os resultados em pesquisa médica costuma-se utilizar os seguintes
conceitos (BALDI et al., 2000):

i. acurdcia (a): probabilidade de predizer corretamente as observacdes;

il. sensibilidade (s): probabilidade de predizer corretamente as observacoes

positivas; e
iii. especifidade (e): probabilidade de predizer corretamente as observagdes
negativas.
Para se estimar estas medidas, foi utilizado o recurso de validagao cruzada /leave-one-
out, onde se treina o classificador numa amostra de tamanho “l-1” e faz ele predizer o
dado que ficou de fora. Percebe-se que nesta metodologia, devemos realizar “1”
treinamentos para cada maquina de aprendizado. Ao final, as estimativas das

quantidades anteriores sdo dadas por:

a = acerto_total / I, (eq. 77)

s = acerto_positivo / num_positivo, € (eq. 78)

e = acerto_negativo / num_negativo, (eq. 79)
onde:

acerto_total: nimero total de acerto que o v-SVM obteve em um treinamento;

acerto_positivo: nimero de dados positivos classificados corretamente;
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num_positivo: numero de dados positivos;

acerto_negativo: numero de dados negativos classificados corretamente; e

num_negativo: nimero de dados negativos.
Para cada conjunto de variaveis, foi empregado um conjunto de treinamento maximal de
tal forma que os individuos possuissem todas as informagdes em relagao as mesmas. As
Tabelas 7.4, 7.5, 7.6 e 7.7 apresentam os resultados encontrados. Nelas estdo indicados
apenas os melhores ajustes de pardmetro e hiperparametro alcancado para cada conjunto

de variaveis.

Tabela 7.4: v-SVM segundo as variaveis selecionadas pelo critério CZCL

Variaveis \Y escala | a (%) | e (%) | s (%)
QRP, Alelo E3, 1°AM 0.15 0.6 63.1 | 622 | 74.1
QRP, Alelo E3, 1°AM, Alelo E2 0.18 1 55.7 | 55.8 | 81.5

QRP, Alelo E3, 1°AM, Alelo E2, IMP 0.16 0.6 85.6 | 87.5 | 60.0
QRP, Alelo E3, 1°AM, Alelo E2, IMP, HAS | 0.18 1.4 53.2 | 52.1 | 68.0

Tabela 7.5: v-SVM segundo as variaveis selecionadas pelo critério CZCL Adaptado

Variaveis v escala | a (%) | e (%) | s (%)

QRP, HAS, 1°AM 0.15 0.9 935 | 949 | 759

QRP, HAS, 1°AM, Alelo I 0.14 1.2 95 96.1 | 81.5
QRP, HAS, 1°AM, Alelo I, IMP 0.19 | 0.2 54.8 | 543 80
QRP, HAS, 1°AM, Alelo I, IMP, AF 024 | 0.6 53.5 | 51.6 80

Tabela 7.6: v-SVM segundo as variaveis selecionadas pelo critério CZCL Dual

Variaveis v escala | a (%) | e (%) | s (%)
Creatinina, FC, Idade 0.15 04 86.6 | 88.3 | 68.8
Creatinina, FC, Idade, Col-HDL 0.17 1.5 438 | 44.8 | 333

Creatinina, FC, Idade, Col-HDL, Tabagismo | 0.19 0.5 599 | 579 | 81.5
Creatinina, FC, Idade, Col-HDL, Tabagismo, | 0.14 1.5 91.5 | 93.9 | 60.9

Escolaridade

Tabela 7.7: v-SVM segundo as varidveis selecionadas pelo critério CZCL Adaptado Dual
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Variaveis \Y escala | a (%) | e (%) | s (%)

Creatinina, FC, Killip 0.16 0.4 56.9 56 66.7
Creatinina, FC, Killip, Idade 0.17 04 922 | 943 | 70.0
Creatinina, FC, Killip, Idade, Alelo E3 0.17 0.2 920 | 93.2 | 793
Creatinina, FC, Killip, Idade, Alelo E3, 0.17 03 85.8 | 86.4 | 79.3
Alelo D

Como se pode constatar, o critério CZCL Adaptado e o seu correspondente dual
selecionaram varidveis que permitiram o treinamento de classificadores com
rendimentos muito préximos e superiores ao método original proposto por CHEN et al.
(2008). Isto porque ao ordenar as variaveis diretamente pela quantidade principal, os
critérios adaptados se mostram mais capazes de capturar as habilidades classificatorias
imanentes a cada varidvel de entrada. Os resultados similares apresentados pelos
classificadores primais e duais explicitam que as duas logicas subjacentes a construgao
dos dois métodos sdo validas e que talvez a combinagdo das duas traria melhores
resultados. Nesse sentido, teriamos nove variaveis selecionadas: creatinina, FC, classe
Killip, idade, alelo E3, QRP, HAS e 1°AM. Algumas observacdes sdo importantes com
respeito a este conjunto de variaveis e o desempenho dos classificadores descritos nas
tabelas anteriores:

i. o alelo I propiciou uma melhora percentual significativa, de 75,9% para

81,5%, apenas dos obitos (Tabela 7.5). A variavel I, ao ser inclusa na amostra
de treinamento, elimina dois individuos que evoluiram para 6bito, devido a
falta de dados desta varidvel. Provavelmente, pelo menos um destes
individuos era um outlier, que o v-SVM nado conseguia capturar. Dada a
pequena quantidade de pacientes que evoluiram para 6bito no espaco amostral
utilizado, consideramos que o avango obtido com a inclusdo do alelo I no
conjunto das variaveis classificatorias ndo foi devido as qualidades tacitas
deste variavel. Neste caso, o conjunto realmente determinante para eficiéncia
do classificador ¢ formado pelas trés primeiras varidveis: QRP, HAS e 1°AM,;

ii. o alelo E3 proporcionou maior sensibilidade ao classificador, aumento de 9%,

embora tenha contribuido para uma reducdao de cerca de 1% no valor da
especificidade e de 0.2% no valor da acuracia (Tabela 7.7). A inclusdo deste

alelo como varidvel de entrada do conjunto de treinamento provoca a retirada
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dos mesmos dois individuos que morreram e que foram retirados pelo alelo 1
do espagco amostral anterior. Assim, pelas mesmas razdes expostas acima,
consideramos que as variaveis realmente significativas para o desempenho do
classificador sdo creatinina, FC, classe Killip e idade;

iii. a idade ¢ uma varidvel que foi coletada em todos os individuos e, por
conseguinte, sua inclusdo em qualquer classificador ndo acarreta em perda de
observacdes de treinamento. Além disso, ela ¢ uma varidvel que tem uma
baixa probabilidade de apresentar ruido, haja vista que o atual nivel de
desenvolvimento sécio-econdomico alcangado nos grandes centros urbanos
impede que as pessoas nao tenham um perfeito conhecimento da sua idade;

iv. a inclusdo da idade no conjunto de variaveis de treinamento (Tabela 7.7)
permitiu uma substancial melhora do desempenho do classificador: acuracia
(35.3%), especificidade (38.3%) e sensibilidade (3.3%); e

v. o classificador formado pelas variaveis creatinina, FC e classe Killip (Tabela
7.7) tem um desempenho muito inferior ao do classificador formado pelas
variaveis creatinina, FC e idade (Tabela 7.6). Esta diferenca ¢ equivalente a
29.7% na acuréacia, 32.3% na especificidade e 2.1% na sensibilidade. Isto nos
indica que o poder de distin¢cdo da variavel idade ¢ aparentemente maior que
da variavel classe Killip.

A partir das observacdes acima relatadas, concluimos que as varidveis mais
influentes na predicdo do desfecho seriam: creatinina, FC, Idade, QRP, HAS e 1°AM.
As trés primeiras selecionadas pelo critério CZCL Adaptado Dual e as trés ultimas pelo
critério CZCL Adaptado. Da mesma forma que anteriormente, efetuamos experimentos
computacionais para o treinamento de classificadores com alguns subconjuntos destas
seis varidveis, sendo a calibragao do parametro v e do hiperparametro escala realizados
sobre 0 mesmo conjunto X. Os resultados estdo sintetizados na tabela 7.8. Em todos os
subconjuntos selecionados decidimos manter as variaveis QRP (primeira selecionada
pelo critério CZCL Adaptado), creatinina (primeira selecionada pelo critério CZCL
Adaptado Dual), e idade. A decisdo por esta tltima foi devido ao baixo nivel de erro
inerente a sua coleta e a melhora no desempenho do classificador, e por ela ter sido

amostrada em todos os individuos.

Tabela 7.8: v-SVM segundo as variaveis selecionadas pela combinagdo de critérios
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Variaveis \Y escala | a (%) | e (%) | s (%)

Creatinina, QRP, Idade 0.16 0.3 97.5 | 98.3 | 87.5

Creatinina, QRP, Idade, HAS 0.16 0.6 97.7 | 98.6 | 87.5

Creatinina, QRP, Idade, FC 0.16 | 0.1 96.1 | 97.6 | 79.3
Creatinina, QRP, Idade, 1°AM 0.17 0.5 70.4 70 75

Creatinina, QRP, Idade, HAS, FC 0.16 0.3 964 | 97.9 | 79.3

Creatinina, QRP, Idade, HAS, 1°AM 0.15 0.6 79.8 | 81.1 | 64.3

Em REIS (2007), a RNA associada ao método MIFS-U obteve um classificador
otimo com trés variaveis (Idade, QRP, creatinina) cujos valores de acurécia,
especificidade e sensibilidade foram, respectivamente, 70.7%, 69.8% e 78.3%. Como se
pode constatar na tabela 7.8, todos os conjuntos de variaveis resultantes da combinagao
dos critérios CZCL Adaptado e CZCL Adaptado Dual, que ndo incluisse a variavel
1°AM, proporcionaram classificadores cujos desempenhos foram superiores ao da
RNA. Além disso, os conjuntos de variaveis selecionadas pelos critérios CZCL
Adaptado e CZCL Adaptado Dual aplicados isoladamente (Tabelas 7.5 e 7.7) também
permitiram a constru¢do de maquinas de aprendizado cujos desempenhos foram maiores
que o da RNA. Por outro lado, o conjunto de variaveis neste estudo que apresentou
melhor desempenho foi 0 mesmo que o encontrado em REIS (2007).

Por fim, verificamos a robustez dos quatro classificadores construidos, os de
melhor desempenho segundo os critérios de selecdo de varidveis CZCL Adaptado e
CZCL Adaptado Dual e os dois mais eficientes obtidos a partir da combinacao destes
critérios conforme descrito anteriormente. Para isto, foram realizados dez treinamentos
com cada conjunto de variaveis selecionadas, associado a validagdo cruzada /eave-one-
out. O dado inicial de cada treinamento foi alterado aleatoriamente. Os resultados estao

apresentados nas tabelas abaixo.

Tabela 7.9: v-SVM segundo as variaveis QRP, HAS, 1°AM e alelo I (Critério CZCL Adaptado)
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Treinamento | v escala | a (%) | e (%) | s (%)
1 0.14 1.2 93.7 | 949 | 77.8

2 0.14 1.2 93.7 | 949 | 77.8

3 0.14 1.2 94 | 949 | 815

4 0.14 1.2 93.7 | 949 | 77.8

5 0.14 1.2 94 | 949 | 815

6 0.14 1.2 94 | 949 | 815

7 0.14 1.2 93.7 | 949 | 77.8

8 0.14 1.2 93.7 | 949 | 77.8

9 0.14 1.2 94 | 949 | 815
10 0.14 1.2 93 93.8 | 81.5
Média 0.14 1.2 | 93.75|94.79 | 79.65

Tabela 7.10: v-SVM segundo as variaveis creatinina, FC, classe Killip, idade e alelo E3 (Critério

CZCL Adaptado Dual)
Treinamento | v escala | a (%) | e (%) | s (%)
1 0.17 | 0.2 93.8 | 955 | 759

2 0.17 | 0.2 932 | 942 | 82.8

3 0.17 | 02 | 932 | 942 | 828

4 0.17 | 0.2 932 | 942 | 82.8

5 0.17 | 0.2 92.6 | 93.8 | 79.3

6 0.17 | 02 | 94.1 | 955 | 79.3

7 0.17 | 0.2 92.6 | 942 | 79.3

8 0.17 | 0.2 929 | 942 | 759

9 0.17 | 02 | 935 | 948 | 79.3

10 0.17 | 0.2 94.7 | 95.8 | 79.3
Média 0.17 | 0.2 [93.38|94.64 | 82.8

Tabela 7.11: v-SVM segundo as variaveis creatinina, idade e QRP (Critério CZCL Adaptado e
Critério CZCL Adapatado Dual combinados)
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Treinamento | v escala | a (%) | e (%) | s (%)
1 0.16 | 03 | 97.5 | 983 | 875

0.16 | 03 | 97.7 | 983 | 90.6
0.16 | 03 | 97.7 | 98.3 | 90.6
0.16 | 03 | 97.7 | 98.3 | 90.6
0.16 | 03 | 97.5 | 983 | 875
0.16 | 03 | 97.5 | 983 | 875
0.16 | 03 | 97.5 | 983 | 875
0.16 | 03 | 97.5 | 983 | 875
0.16 | 03 | 97.5 | 983 | 875
10 0.16 | 03 | 97.5 | 983 | 875
Meédia 0.16 | 03 |[97.56|98.30 | 88.43

O 0| Q| O] | B~ W N

Tabela 7.12: v-SVM segundo as variaveis creatinina, idade, QRP e HAS (Critério CZCL Adaptado
e Critério CZCL Adaptado Dual combinados)

Treinamento | v escala | a (%) | e (%) | s (%)
1 0.16 | 0.6 | 97.5 | 983 | 875

2 0.16 | 0.6 | 97.2 | 983 | 844

3 0.16 | 0.6 | 97.2 | 983 | 844

4 0.16 | 0.6 | 97.2 | 983 | 844

5 0.16 | 0.6 | 97.2 | 983 | 844

6 0.16 | 0.6 | 97.5 | 983 | 875

7 0.16 | 0.6 | 97.5 | 983 | 875

8 0.16 | 06 | 97.5 | 983 | 87.5

9 0.16 | 0.6 | 97.5 | 983 | 875
10 0.16 | 0.6 | 97.2 | 983 | 844
Média 0.16 | 0.6 |97.35]98.30 | 85.95

Os numeros nas tabelas acima nos indicam que os classificadores obtidos sao bem

robustos e estaveis. Além disso, poderiamos pensar que a variavel HAS ndo acrescenta
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informacao relevante ao classificador de melhor resultado e que desta forma poderia ser
descartada para a classificacdo do risco de morte do paciente internado com SCA.
Contudo, antes de afirmarmos isto, decidimos testar um classificador de trés variaveis
homologo ao classificador constituido pelas variaveis creatinina, idade e QRP, isto é,
decidimos realizar o teste de calibragdao e robustez para um classificador formado pelas
variaveis creatinina, idade e HAS. Neste caso, trocamos as variaveis selecionadas pelo
mesmo critério e que sdo bi-classe em oposi¢do as outras duas, creatinina e idade, que
sdo continuas. O ajuste 6timo foi obtido para um pardmetro v = 0.17 e hiperparametro
escala = 0.3. Os valores de desempenho deste classificador estdo apresentados na

Tabela 7.13.

Tabela 7.13: v-SVM segundo as variaveis creatinina, idade, HAS (Critério CZCL Adaptado e
Critério CZCL Adapatado Dual combinados)

Treinamento | v escala | a (%) | e (%) | s (%)
1 0.17 | 0.3 96.8 | 98.4 | 80.0

0.17 | 0.3 96.8 | 98.4 | 80.0
0.17 | 0.3 96.8 | 98.4 | 80.0
0.17 | 0.3 96.8 | 98.4 | 80.0
0.17 | 0.3 96.8 | 98.4 | 80.0
0.17 | 0.3 96.8 | 98.4 | 80.0
0.17 | 0.3 96.5 | 984 | 77.1
0.17 | 0.3 96.5 | 98.4 | 77.1
0.17 | 0.3 96.8 | 98.4 | 80.0
10 0.17 | 0.3 96.5 | 984 | 77.1
Média 0.17 | 03 ]96.71 | 984 | 79.13

O| o0 J| N | K| W

Antes de analisarmos os nimeros da tabela anterior, ¢ preciso mencionar que o
conjunto de treinamento para as varidveis creatinina, idade e HAS (grupo 1) possui trés
individuos a mais que evoluiram para 6bito em relagdo ao conjunto de treinamento para
as variaveis creatinina, idade ¢ QRP. Assim, dado o reduzido nimero de Obitos na
amostra, ao ndo ser exposto a estes trés pacientes, provavelmente de dificil
classifica¢do, o v-SVM treinado com as variaveis creatinina, idade ¢ QRP (grupo 2)

obteve uma sensibilidade maior. Assim, consideramos que a varidvel HAS se sobrepde
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a variavel QRP e, desta forma, ambas deveriam ser utilizadas para predi¢ao do risco de
obito, mas ndo num unico classificador. Um exemplo de aplicagdo pratica seria o
emprego integrado de dois classificadores, um constituido pelas variaveis do grupo 1 e

outro pelas variaveis do grupo 2.
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8 CONCLUSAO

Ao longo deste trabalho procuramos construir uma ferramenta computacional
capaz de predizer o risco de morte dos pacientes internados com SCA. Para isto,
elaboramos um modelo matematico a partir do uso da técnica do SVM, que combina
otimizagdo quadratica convexa, fun¢do nucleo e teoria de generalizagdo. O resultado foi
a construcdo de um classificador que superou o desempenho da RNA feedforward
construida sobre o mesmo banco de dados e apresentada em REIS (2007), a partir do
uso de uma fung¢do nucleo tangente hiperbolica.

Para selecdo das variaveis, foram testados quatro métodos: o método proposto por
CHEN et al. (2008) e trés modificagdes do mesmo. As solugdes encontradas indicaram
que o melhor resultado era obtido a partir do uso combinado das duas alteragdes
propostas. Neste sentido, foram selecionados dois conjuntos de variaveis:

1) creatinina, idade e hipertensdo arterial sistémica; e

i1) creatinina, idade e qualquer revascularizagao prévia.

Discutimos que, apesar do grupo 2 de varidveis ter tido uma sensibilidade mais alta, isto
foi devido ao pequeno niimero de o6bitos presente no banco de dados empregado e a
presenga de trés Obitos a menos no grupo 2 em relagdo ao grupo 1. Esta reducdo de
obitos provavelmente permitiu a eliminagdo de outliers de dificil classificacdo pelas
maquinas de aprendizado. Assim, ¢ recomendavel o uso simultineo dos dois
classificadores na pratica médica. Desta forma, poderiamos classificar o risco de morte
de pacientes internados com SCA em trés classes: risco alto — os dois classificadores
apontam risco alto; risco moderado — os dois classificadores apontam riscos divergentes,
isto €, um indica risco baixo e o outro risco alto; e risco baixo — os dois classificadores
apontam risco baixo.

Em comparagdo ao método do MIFS-U, a metodologia de sele¢do de variaveis
aqui proposta chegou as mesmas variaveis selecionadas (grupo 2), porém também
permitiu o apontamento da variavel HAS (grupo 1) como uma variavel importante para
embasar futuras decisdes médicas no caso de pacientes com SCA.

Com relagdo as varidveis genéticas, o atual estudo ndo indica que as mesmas
sejam relevantes e/ou contribuam para predizer o risco de morte de pacientes com SCA

na populacao estudada.
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Concluimos, portanto, que a presente dissertacdo atingiu os objetivos pré-
estabelecidos. Esperamos que os resultados aqui alcangados sirvam como auxilio na
dificil e ardua missdo que os médicos tém que enfrentar diariamente no tratamento dos

pacientes internados com SCA.
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